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Tóm tắt 

Độ mòn của xéc măng trong động cơ diesel là một 

yếu tố quan trọng ảnh hưởng đến hiệu suất và tuổi 

thọ của động cơ. Nghiên cứu này đề xuất một 

phương pháp sử dụng thuật toán Random Forest 

(RF) để dự báo độ mòn của xéc măng dựa trên 

các thông số vận hành của động cơ, như áp suất 

buồng đốt, nhiệt độ khí xả, lượng nhiên liệu phun, 

và độ rung động. Tập dữ liệu được thu thập từ các 

động cơ hoạt động trong nhiều điều kiện khác 

nhau và được phân tích để xác định mối liên hệ 

giữa thông số vận hành và độ mòn. Kết quả cho 

thấy mô hình RF đạt độ chính xác cao, hỗ trợ hiệu 

quả cho việc bảo trì dự đoán và tối ưu hóa hiệu 

suất động cơ diesel. 

Từ khóa: Động cơ diesel, thuật toán phân loại, 

xéc măng, mòn, thông số vận hành. 

Abstract 

The wear of piston rings in diesel engines is a 

critical factor affecting engine performance and 

longevity. This study proposes a method utilizing 

the Random Forest (RF) algorithm to predict 

piston ring wear based on engine operating 

parameters, such as combustion chamber 

pressure, exhaust gas temperature, fuel injection 

rate, and torsional vibration. The dataset was 

collected from engines operating under various 

conditions and analyzed to identify the 

relationship between operating parameters and 

wear. The results demonstrate that the RF model 

achieves high accuracy, effectively supporting 

predictive maintenance and optimizing diesel 

engine performance. 

Keywords: Diesel engine, Random Forest, piston 

ring, wear, operating parameters. 

1. Mở đầu 

Độ mòn của xéc măng ảnh hưởng trực tiếp đến 

quá trình đốt cháy, tiêu hao nhiên liệu, và lượng khí 

thải của động cơ. Dự báo chính xác độ mòn của xéc 

măng giúp tối ưu hóa kế hoạch bảo trì và giảm chi 

phí vận hành. RF kết hợp dự đoán từ nhiều cây quyết 

định khác nhau thông qua phương pháp lấy mẫu tổng 

hợp (bagging) và bỏ phiếu (voting), làm giảm nguy 

cơ dự đoán sai do bị quá khớp (overfitting) từ một 

cây đơn lẻ. Điều này giúp RF ổn định hơn các thuật 

toán như cây quyết định, vốn dễ bị trùng lặp khi dữ 

liệu huấn luyện có nhiễu hoặc các biến không đồng 

nhất. RF cung cấp thông tin về mức độ quan trọng 

của từng đặc trưng, cho phép hiểu rõ hơn những yếu 

tố nào ảnh hưởng lớn nhất đến sự cố. 

Một số nghiên cứu đã sử dụng thuật toán RF để 

dự báo nồng độ khí xả của động cơ diesel như mô 

hình của Karunamurthy [1] được đề xuất sử dụng 

thuật toán Random Forest Regressor và được huấn 

luyện với 324 dữ liệu thực nghiệm thu thập từ các 

thử nghiệm thực tế. Mô hình được đánh giá bằng 

chỉ số R², đạt giá trị 0,997 với tập dữ liệu được chia 

theo tỷ lệ 85:15 để huấn luyện và kiểm tra. Các đầu 

ra của mô hình được sử dụng để tính toán dữ liệu 

đầu ra cho bất kỳ giá trị mới nào của các thông số 

đầu vào. Các giá trị tối ưu của các thông số đầu vào 

để đạt hiệu suất nhiệt cao nhất và khí thải thấp nhất 

được tìm thấy bằng phương pháp tối ưu hóa 

Lagrangian. Các giá trị tối ưu là mô-men xoắn 

12,48Nm, lưu lượng khí sinh học 8,29 lít/phút, hàm 

lượng methane 72,8% và nhiệt độ khí nạp 68,3°C. 

Trong nghiên cứu của Viana [2] dự báo động cơ 

diesel bằng cách đánh giá giá trị tuyệt đối của mức 

độ nghiêm trọng của sự cố, sử dụng các mô hình 

thuật toán phân loại (RF) và mạng nơ-ron đa lớp. 

Một cơ sở dữ liệu đã được xây dựng với 3500 kịch 

bản hỏng hóc nhằm khắc phục vấn đề gây ra các 

hỏng hóc phá hủy trong động cơ diesel. Các tín hiệu 

hỏng hóc của động cơ diesel được phát triển bằng 

mô hình nhiệt động lực học không gian hai chiều 

bên trong xi lanh, kết hợp với mô hình rung xoắn 

trục khuỷu. Các mạng nơ ron nhân tạo và mô hình 

hồi quy phân loại ngẫu nhiên đã được sử dụng để 

phân loại và định lượng các lỗi. Phương pháp này 

được áp dụng cùng với một mô hình mô phỏng 

động cơ để đánh giá hiệu quả và độ chính xác. Kết 

quả hiệu suất phù hợp nhất đạt được với mô hình 

hồi quy rừng ngẫu nhiên với giá trị RMSE là 0,10 ± 

0,03%. 
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Nghiên cứu này nhằm phát triển một mô hình dự 

báo độ mòn của xéc măng dựa trên các thông số vận 

hành của động cơ diesel, sử dụng RF để đạt độ chính 

xác cao và khả năng dự báo tốt. 

2. Thuật toán dược sử dụng để huấn luyện 

dữ liệu 

2.1. Thu thập dữ liệu và tiền xử lý dữ liệu 

Dữ liệu được thu thập từ các động cơ diesel 4 kỳ, 

loại Yanmar TF 120M có 4 xy lanh hoạt động trong 

các điều kiện thực tế. Các thông số đo lường được thể 

hiện trên Bảng 1. 

Bộ dữ liệu được thu thập qua 10,000 lần đo thực 

hiện trên động cơ với các thông số như: Áp suất cháy, 

nhiệt độ khí xả, lượng nhiên liệu cấp vào động cơ và 

độ rung động của động cơ chạy ở 85% tải. Sự cố về 

độ mòn được xác định khi thay các xéc măng bị mòn 

quá giới hạn cho phép và tiến hành thu thập dữ liệu 

trong trường hợp động cơ làm việc với các xéc măng 

bị mòn. Dữ liệu sau khi thu thập sẽ được xử lý qua 

các bước sau: 

Bước 1: Xử lý dữ liệu thiếu hoặc không đầy đủ: 

Dữ liệu thực tế thường có giá trị bị thiếu hoặc 

không hợp lệ. Nếu không xử lý, các thuật toán sẽ gặp 

lỗi hoặc tạo ra dự đoán không chính xác. 

Bước 2: Loại bỏ dữ liệu nhiễu: 

Các giá trị ngoại lai (outliers) có thể ảnh hưởng 

đến hiệu suất của mô hình. Mô hình sử dụng Z-score 

để phát hiện và xử lý giá trị ngoại lai. 

Bước 3: Chuẩn hóa và cân bằng dữ liệu: 

Random Forest không yêu cầu dữ liệu được 

chuẩn hóa, nhưng đối với các đặc trưng có khoảng 

giá trị quá khác biệt, việc chuẩn hóa có thể cải thiện 

hiệu suất. 

Cân bằng dữ liệu giữa các lớp (ví dụ, số lượng 

mẫu giữa các trạng thái mòn "Normal", và "Wear") 

giúp mô hình không bị lệch về một lớp cụ thể. 

Bước 4: Chia dữ liệu hợp lý: 

Chia dữ liệu thành tập huấn luyện và kiểm tra 

(70:30) giúp đánh giá mô hình chính xác. 

2.2. Thuật toán của Random Forest 

Random Forest (RF) được đánh giá cao trong 

việc dự báo sự cố, đặc biệt là trong các hệ thống 

phức tạp như động cơ diesel, vì các lý do sau: RF là 

một thuật toán dựa trên việc kết hợp nhiều cây quyết 

định. Mỗi cây học từ một phần dữ liệu khác nhau (kỹ 

thuật lấy mẫu ngẫu nhiên có hoàn lại bootstrap 

sampling), giúp giảm thiểu độ lệch và độ phân tán. 

So với các cây quyết định đơn lẻ, RF có khả năng 

giảm trùng lặp nhờ vào việc tổng hợp dự đoán từ 

nhiều cây. 

RF có khả năng xử lý tốt các mối quan hệ phi 

tuyến giữa các biến đầu vào, điều này rất quan trọng 

trong dự báo sự cố, nơi mà các thông số hoạt động 

của thiết bị thường không có mối quan hệ tuyến tính. 

RF có thể cân nhắc ảnh hưởng của các nhãn hiếm (ví 

dụ: Sự cố hiếm gặp), nhờ vào khả năng sử dụng 

trọng số hoặc kỹ thuật oversampling. RF xử lý dữ 

liệu có số lượng lớn biến đầu vào một cách hiệu quả 

mà không yêu cầu giảm số chiều dữ liệu. Điều này 

phù hợp với bài toán chẩn đoán sự cố, nơi có nhiều 

thông số hoạt động được ghi nhận. Ngoài ra, RF có 

khả năng loại bỏ nhiễu trong dữ liệu vì mỗi cây chỉ 

học từ một phần dữ liệu. Điều này đảm bảo rằng mô 

hình không bị ảnh hưởng quá mức bởi các dữ liệu. 

Khi tạo một cây trong RF như trong Hình 1, một 

tập con của dữ liệu huấn luyện ban đầu được chọn ra. 

Trong quá trình lấy mẫu này, một mẫu dữ liệu có thể 

được chọn nhiều lần, vì mỗi lần lấy đều được thực 

hiện có hoàn lại. Mỗi cây trong rừng được huấn 

luyện trên một tập dữ liệu khác nhau. Điều này đảm 

bảo rằng các cây sẽ không giống hệt nhau, giúp tăng 

khả năng khái quát hóa của RF. Nhờ sự đa dạng, mô 

hình có thể giảm overfitting so với việc sử dụng một 

cây quyết định duy nhất. Phương pháp lấy mẫu ngẫu 

nhiên có hoàn lại bootstrap cho phép RF khai thác 

toàn bộ thông tin của tập dữ liệu huấn luyện, trong 

khi vẫn tạo ra nhiều cây độc lập. Việc tổng hợp dự 

đoán từ các cây này giúp giảm sai số tổng thể. 

Bảng 1. Các thông số làm việc của động cơ diesel 

 

 
Hình 1. Thuật toán random forest [3] 
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Một số mẫu có thể xuất hiện nhiều lần trong một 

tập mẫu ngẫu nhiên có hoàn lại bootstrap, giúp mô 

hình tập trung hơn vào các đặc trưng quan trọng hoặc 

xử lý tốt dữ liệu hiếm gặp. Xây dựng từng cây quyết 

định: Với mỗi tập mẫu ngẫu nhiên có hoàn lại 

bootstrap khởi tạo một cây quyết định. Nguyên tắc 

lựa chọn biến đầu vào tại mỗi nút phân chia: 

- Thay vì sử dụng toàn bộ các đặc trưng, chỉ chọn 

ngẫu nhiên m đặc trưng từ tập dữ liệu (với 𝑚 < tổng 

số đặc trưng). 

- Điều này làm cho các cây trở nên độc lập hơn, 

tránh overfitting và tăng tính đa dạng. 

Xác định cách chia (split) tốt nhất dựa trên các 

đặc trưng được chọn ngẫu nhiên. Tiếp tục phân chia 

đến khi đạt điều kiện dừng (chẳng hạn số mẫu nhỏ 

hơn ngưỡng hoặc đạt độ sâu tối đa). Trong RF mức 

độ quan trọng của các đặc trưng phụ thuộc vào độ 

không thuần khiết của đặc trưng đó giảm hay tăng 

khi nó được chọn làm đặc trưng phân tách. Mức độ 

quan trọng của một đặc trưng Xj tính theo công thức 

sau [3, 4]:  

𝑋𝑗 =
1

𝐵
∑ ∑ ∆𝐼(𝑡)𝑡𝜖 𝑛𝑜𝑑𝑒𝑠

𝐵
𝑏=1         (1) 

Trong đó: 

- I(t): mức giảm độ không thuần khiết tại nút t 

khi sử dụng đặc trưng Xj; 

- B: tổng số cây trong rừng; 

- Nodes: tập hợp các nút trong cây b nơi Xj được 

sử dụng. 

Trong mô hình đặc tính quan trọng của các dữ liệu 

Feature Importance là thước đo định lượng mức độ 

đóng góp của từng đặc tính vào việc dự đoán mục tiêu 

trong một mô hình Random Forest.  

Biểu đồ trong Hình 2 hiển thị giá trị Feature 

Importance của từng đặc tính. Những đặc tính quan 

trọng (Feature Importance cao) có ảnh hưởng lớn 

đến độ chính xác của dự báo. Trong đó độ quan trọng 

của các thông số: Tortional vibration là 0,245; fuel 

injection rate là 0,252; Cylinder temperature là 

0,253; Cylinder pressure là 0,242. Chỉ sử dụng các 

đặc tính quan trọng nhất để giảm thời gian huấn 

luyện và tăng hiệu suất. Phân tích sâu hơn về mối 

quan hệ giữa các đặc tính quan trọng để hiểu rõ 

nguyên nhân gây mòn. Việc xác định và sử dụng đặc 

tính quan trọng đúng cách giúp Random Forest đạt 

độ chính xác cao hơn trong dự đoán độ mòn xéc 

măng và sơ mi động cơ diesel. 

Biểu đồ phân tán như trong Hình 3 hiển thị và 

phân tích mối quan hệ giữa hai biến số. Trục X đại 

diện cho một biến độc lập là áp suất cháy của động 

cơ. Trục Y đại diện cho một biến độc lập là độ rung. 

Mỗi điểm trên biểu đồ biểu diễn trạng thái của xéc 

măng là bình thường hoặc bị mòn. Scatter plot giúp 

xác định xem có mối quan hệ giữa hai biến không, 

mối quan hệ đó là phi tuyến tính (non-linear).  

Lưu đồ thuật toán của Random Forest như trong 

Hình 4 là một thuật toán học máy có giám sát, cực kỳ 

phổ biến và được sử dụng cho các bài toán phân loại 

và hồi quy trong học máy. Một khu rừng bao gồm rất 

nhiều cây, và số lượng cây càng nhiều thì khu rừng 

càng bền vững. Tương tự, số lượng cây trong thuật 

toán Random Forest càng lớn thì độ chính xác và khả 

năng giải quyết vấn đề của nó càng cao.  

 

Hình 2. Đặc tính quan trọng của các dữ liệu huấn luyện 

Thu thập dữ liệu

Xử lý dữ liệu

Dữ liệu huấn luyện Phân chia dữ liệu Phân chia dữ liệu

Phát triển các mô hình 

dự báo
Kiểm định mô hình

Mô hình dự báo

Các tiêu chí đánh giá 

mô hình  

Hình 4. Lưu đồ thuật toán Random Forest [5] 

 

Hình 3. Biểu đồ phân tán về mối quan hệ giữa áp 

suất cháy, độ rung với độ mòn của xéc măng 
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Lưu đồ thuật toán Random Forest, được mô tả 

một cách tổng quát như sau: 

Bước 1: Nhập dữ liệu đầu vào (dữ liệu huấn 

luyện và nhãn). 

Bước 2: Tiền xử lý dữ liệu: 

- Xử lý các giá trị bị thiếu; 

- Mã hóa dữ liệu (nếu cần); 

- Chia dữ liệu thành tập huấn luyện và tập kiểm tra. 

Bước 3: Tạo các cây quyết định. 

Chọn số lượng cây (n_estimators). Với mỗi cây 

lấy mẫu dữ liệu sử dụng phương pháp Bootstrap 

Sampling để chọn ngẫu nhiên dữ liệu (có hoàn lại). 

sau đó chọn tập con đặc trưng: Chọn ngẫu nhiên một 

số đặc trưng (feature) để xây dựng cây. 

Bước 4: Xây dựng cây quyết định: Phân tách tại 

mỗi nút dựa trên tiêu chí (như Gini Impurity, Entropy). 

Bước 5: Đánh giá mô hình bằng cách sử dụng tập 

kiểm tra để đánh giá độ chính xác (Accuracy, MSE). 

Tinh chỉnh siêu tham số (Hyperparameters) nếu cần 

(như số lượng cây, độ sâu cây). 

Bước 6: Xuất kết quả dự đoán và mô hình. 

Để đánh giá độ chính xác, mô hình sử dụng sai số 

bình phương trung bình Root Mean Square Error 

(RMSE) là một chỉ số phổ biến dùng để đo lường 

mức độ chính xác của các mô hình dự đoán trong các 

bài toán hồi quy. RMSE biểu thị độ lệch trung bình 

chuẩn giữa các giá trị thực tế và giá trị dự đoán của 

mô hình [6]. 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑ (𝑦𝑖 − 𝑦�̂�)

2𝑛
𝑖=1                  (2) 

Trong đó: 

n: Số lượng mẫu trong tập dữ liệu; 

𝑦𝑖 : Giá trị thực tế của mẫu thứ i;  

𝑦�̂� : Giá trị dự đoán của mẫu thứ i. 

RMSE càng nhỏ thì mô hình dự đoán càng chính 

xác, tức là sai số giữa dự đoán và thực tế càng thấp. 

RMSE là một lựa chọn tốt khi mô hình hóa dữ liệu 

sao cho các giá trị dự đoán sát với thực tế. RMSE đo 

lường sai số của mô hình hồi quy, nhấn mạnh vào 

các lỗi lớn. Một chỉ số RMSE thấp hơn thường cho 

thấy mô hình tốt hơn. 

3. Huấn luyện mô hình 

Đầu vào: Tập dữ liệu D có kích thước 100,000 

dữ liệu, chứa các giá trị của các biến dự đoán [Áp 

suất cháy trong xy lanh (Cylinder pressure), Nhiệt độ 

khí xả (Cylinder temperature), Lượng nhiên liệu 

(Fuel injection rate), Mức độ dao động (Torsion 

vibration)]. 

Đầu ra: Các giá trị được dự đoán cho các biến 

phản hồi dựa trên các đầu vào từ các biến dự đoán. 

Phương pháp: 

Tạo một random forest theo các bước sau: 

Tạo một mẫu bootstrap 𝐷’ từ tập dữ liệu D. 

Xây dựng một cây quyết định (decision tree) cho 

mẫu bootstrap. Các bước (a) và (b) được lặp lại ‘n’ 

lần, trong đó ‘n’ là số lượng cây con yêu cầu hoặc có 

thể tạo ra. Tính toán giá trị dự đoán từ mỗi cây. Giá 

trị trung bình của các giá trị dự đoán đại diện cho 

đầu ra. 

Khi thay đổi giá trị max_depth một tham số quan 

trọng trong mô hình huấn luyện từ 10 đến 40 như 

trong Bảng 2, các giá trị khác giữ nguyên không đổi. 

Nó quy định độ sâu tối đa của mỗi cây quyết định 

trong mô hình. Độ sâu của cây quyết định là số mức 

phân nhánh từ gốc đến lá cây có độ sâu nhất. 

Max_depth giới hạn số mức này để kiểm soát độ 

phức tạp của cây.  

Ảnh hưởng của max_depth: Nếu max_depth nhỏ 

(giới hạn thấp): Cây sẽ nông, không đủ khả năng 

Bảng 2. Ảnh hưởng của giá trị Max-depth tới độ chính xác của mô hình 

n-estimator Max-depth Test_size Precision RMSE 

100 10 0.2 
0 0.9 

0.49 
1 0.1 

100 15 0.2 
0 0.9 

0.39 
1 0.09 

100 20 0.2 
0 0.9 

0.34 
1 0.11 

100 25 0.2 
0 0.9 

0.32 
1 0.15 

100 30 0.2 
0 0.9 

0.32 
1 0.19 
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biểu diễn dữ liệu phức tạp. Mô hình có thể bị 

underfitting (không học đủ thông tin từ dữ liệu). Nếu 

max_depth lớn (giới hạn cao hoặc không giới hạn): 

Cây sẽ rất sâu, dẫn đến việc mô hình học quá nhiều 

chi tiết và nhiễu trong dữ liệu. Mô hình có thể bị 

overfitting (quá khớp với dữ liệu huấn luyện, kém 

hiệu quả trên dữ liệu kiểm tra). Chọn giá trị phù hợp 

cho max_depth: Không giới hạn (None hoặc 

max_depth rất lớn): Mô hình tự do phát triển cây đến 

khi tất cả các lá đều "thuần" (pure), hoặc không còn 

dữ liệu để phân chia. 

Thay đổi n_estimators từ 100 đến 250 như trong 

Bảng 3 cho thấy số cây càng lớn, mô hình càng 

mạnh trong việc giảm thiểu phương sai và cho ra kết 

quả ổn định hơn, nhưng thời gian huấn luyện cũng 

tăng lên. Nếu chọn giá trị n_estimators thấp thì mô 

hình có thể không đủ phức tạp để học dữ liệu. Nếu 

chọn giá trị n_estimators cao thì mô hình có thể 

overfitting hoặc mất quá nhiều thời gian để huấn 

luyện.cho thấy là một tham số quan trọng trong các 

thuật toán học máy liên quan đến mô hình tập hợp. 

Nó quy định số lượng mô hình con (hoặc cây quyết 

định) được sử dụng trong mô hình tổng hợp và số 

lượng cây quyết định trong rừng.  

Trong mô hình huấn luyện, test_size là một tham 

số trong các hàm phân chia dữ liệu, thường được sử 

dụng trong train-test split, như trong hàm 

train_test_split từ thư viện scikit-learn. Nó xác định 

tỷ lệ hoặc số lượng mẫu của tập dữ liệu sẽ được sử 

dụng làm tập kiểm tra (test set), phần còn lại sẽ được 

dùng làm tập huấn luyện (train set). Nó biểu thị tỷ lệ 

phần trăm của dữ liệu dành cho tập kiểm tra. Đánh 

giá mô hình: Giúp tách một phần dữ liệu để kiểm tra 

xem mô hình hoạt động tốt thế nào trên dữ liệu chưa 

từng thấy. Cân bằng dữ liệu: Một tỷ lệ hợp lý (ví dụ: 

70-30, 80-20) giữa tập huấn luyện và tập kiểm tra 

giúp đảm bảo rằng mô hình có đủ dữ liệu để học và 

cũng có đủ dữ liệu để kiểm tra hiệu năng.  

Các thông số được chọn Test-size=0,2 và 

n-estimator=100 và Max-depth=15 cho độ chính xác 

đối với trường hợp bình thường là 0,9 và bị mòn là 

0,09, sai số RMSE=0,39 được chấp nhận với mô 

hình huấn luyện. 

Để cung cấp cái nhìn trực quan hơn về việc xác 

định lỗi, Hình 5 cho thấy ma trận nhầm lẫn 

(confusion matrix) của mô hình phân loại với hai 

lớp: Normal (Bình thường) và Wear (Mòn). Ma trận 

cho biết mối quan hệ giữa các giá trị thực tế và dự 

đoán của mô hình. 

Số liệu trong ma trận: 

- True Negative (TN): 16,793 (Thực tế là 

"Normal" và được dự đoán đúng là "Normal"). 

Bảng 3. Ảnh hưởng của giá trị Test-size và n-estimator tới độ chính xác của mô hình 

n-estimator Max-depth Test_size Precision RMSE 

100 10 0.2 
0 0.9 

0.49 
1 0.1 

100 10 0.3 
0 0.9 

0.49 
1 0.11 

100 10 0.4 
0 0.9 

0.49 
1 0.1 

150 10 0.2 
0 0.9 

0.49 
1 0.1 

200 10 0.2 
0 0.9 

0.48 
1 0.1 

250 10 0.2 
0 0.9 

0.48 
1 0.1 

 

 

 

Hình 5. Ma trận nhầm lẫn 
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- False Positive (FP): 1,217 (Thực tế là "Normal" 

nhưng bị dự đoán nhầm thành "Wear"). 

- False Negative (FN): 1,874 (Thực tế là "Wear" 

nhưng bị dự đoán nhầm thành "Normal"). 

- True Positive (TP): 116 (Thực tế là "Wear" và 

được dự đoán đúng là "Wear"). 

- Tổng số mẫu = TN + FP + FN + TP = 16,793 + 

1,217 + 1,874 + 116 = 20,000. 

Với độ chính xác của mô hình là 84,5%. Độ 

chính xác cao của mô hình giúp giảm thiểu các 

trường hợp bỏ sót và phân loại nhầm. 

4. Kết quả dự đoán và thảo luận 

Sau khi huấn luyện, mô hình được kiểm tra lại độ 

chính xác của mô hình khi chuẩn đoán các trường hợp 

sự cố của động cơ diesel ở các trường hợp khai thác 

khác nhau. Bộ dữ liệu được đo ở chế độ động cơ chạy 

ở 85% tải để đánh giá độ chính xác của mô hình như 

trong Hình 6.  

Kết quả kiểm tra cho thấy mô hình chuẩn đoán 

được độ chính xác là 84% như trong Hình 7. Tỷ lệ dự 

đoán đúng tổng thể khá cao (16,800/20,000 mẫu 

đúng). Tuy nhiên, điều này bị ảnh hưởng bởi sự mất 

cân bằng lớp (lớp 0 chiếm ưu thế lớn hơn lớp 1). 

Precision, Recall, và F1 đều là 0,50, chỉ ra rằng mô 

hình việc xử lý lớp ít xuất hiện (lớp 1) nhỏ hơn do 

thu thập về dữ liệu các trường hợp động cơ bị sự cố 

khi xéc măng bị ăn mòn quá giới hạn cho phép chưa 

đủ nhiều. RMSE phản ánh sai số trung bình của mô 

hình. Với giá trị 0,40, mức sai số này có thể chấp nhận 

được đối với mô hình dự đoán.  

5. Kết luận 

Kết quả được trình bày trong bài báo này chứng 

minh khả năng áp dụng cho một số tập dữ liệu và mô 

hình có thể ánh xạ tương tự trong không gian đặc 

trưng, từ đó mang lại hiệu suất tốt cho cả phân 

loại/chẩn đoán và dự đoán. Các kỹ thuật được áp 

dụng ở đây cho động cơ diesel cũng có thể được áp 

dụng cho các hệ thống kỹ thuật phức tạp khác, nơi 

dữ liệu vận hành và cảm biến được thu thập bởi các 

hệ thống điều khiển và giám sát. 

Mô hình RF đạt độ chính xác cao độ chính xác tới 

84%. trong việc phân loại các mức độ mòn của xéc 

măng và sơ mi xy lanh. Thuật toán RF không chỉ ổn 

định mà còn có khả năng xác định mức độ quan trọng 

của từng đặc trưng, giúp các nhà nghiên cứu hiểu rõ 

hơn về tác nhân chính gây mòn. Mô hình RF có tiềm 

năng áp dụng trong thực tế để giám sát và bảo dưỡng 

động cơ diesel, giúp dự đoán sự cố trước khi chúng 

xảy ra, giảm thời gian chết máy và chi phí bảo trì. 

Nghiên cứu trong tương lai sẽ tập trung vào việc 

điều tra khả năng thu thập dữ liệu đầy đủ hơn, thông 

qua các quy trình thu thập dữ liệu được cải thiện 

hoặc làm sạch dữ liệu tốt hơn, để tạo ra các bộ phân 

loại học máy có tính giải thích được, thực tế và hữu 

ích cho việc dự đoán lỗi trên các động cơ diesel lớn. 
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